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Zusammenfassung

1	 https://www.buergerschaft-hh.de/parldok/dokument/69129/einzelplan_6_2_behoerde_fuer_umwelt_und_energie_stellungnahme_des_senats_zu_
dem_ersuchen_der_buergerschaft_vom_8_mai_2019_vertrag_fuer_hamburgs_stadtg.pdf

Aufgrund der voranschreitenden technischen Mög-
lichkeiten sowie der Verfügbarkeit immer höher 
aufgelöster Fernerkundungsdaten wurde im Rah-
men des Vertrags für Hamburgs Stadtgrün1 im Jahr 
2019 vereinbart, das Monitoring der Versiegelung 
in Hamburg auf neue Beine zu stellen. Damit kann 
zukünftig mit viel genaueren und aktuelleren Daten 
geplant werden.

Bodenversiegelung hat viele negative Auswirkungen 
auf Mensch und Umwelt. Versiegelte Flächen sind 
nicht in der Lage, Starkregenereignisse durch Ver-
sickerung abzumildern, sie tragen stark zur Entste-
hung von Hitzeinseln im städtischen Bereich bei und 
beeinträchtigen durch die gestörten Austauschvor-
gänge zwischen Erdreich und Atmosphäre die na-
türlichen Bodenfunktionen. 

Seit 1984 wird die Entwicklung der Bodenversie-
gelung in Hamburg verfolgt. Bisher wurde dafür die 
Biotopkartierung genutzt. Diese Vorgehensweise ist 
durch das Alter ihrer Datengrundlage und ihrer un-
zureichenden Präzision nicht mehr ausreichend, um 
diese Aufgabe mit der erforderlichen Genauigkeit 
und Aktualität zu bewerkstelligen. 

Seit 2020 steht für Hamburg jährlich ein Datensatz 
aus hochaufgelösten, entzerrten Luftbildern in-
klusive des Infrarotkanals (TrueDOP), sowie einem 
daraus abgeleiteten, bildbasierten, digitalen Ober-
flächenmodell (bDOM) mit einer Auflösung von fünf 
Zentimetern zu Verfügung. Diese Eingangsdaten 
sind für die Entwicklung eines lernfähigen KI-Mo-
dells geeignet, das erkennen kann, ob eine Fläche 
versiegelt ist oder nicht. 

Daher wurde zunächst ein Modell mit den Daten von 
2020 mit acht jeweils einen Quadratkilometer gro-
ßen Flächen trainiert. Für diese Flächen wurde die 
Bodenbedeckung so detailliert wie möglich manuell 
erfasst. 

Die Auswahl der Flächen erfolgte unter Berücksich-
tigung einer möglichst großen Spannbreite in Ham-
burg vorkommender Bodenbedeckungen und um-
fasst sowohl den innerstädtischen Bereich als auch 
Einzelhausbebauungen, Industriegebiete und den 
ländlichen Bereich.

Die sechs verwendeten Bodenbedeckungsklassen 
sind „Niedrige Vegetation“, „Hohe Vegetation“, „Ge-
bäude“, „Versiegelte Oberfläche“, „Offener Boden“ 
und „Gewässer“. Mit dem trainierten Modell wurde 
für ganz Hamburg eine Bodenbedeckungskarte er-
stellt. Die dort enthaltenen Klassen wurden in die 
Kategorien „versiegelt“ und „unversiegelt“ einge-
teilt, wodurch sich eine Darstellung der versiegelten 
Fläche – und damit eine Versiegelungskarte ergibt. 
Eine Zusammenfassung ergab für Hamburg einen 
Versiegelungsgrad von 31 % für das Jahr 2020. 

Derzeit wird das Modell für die Luftbilder der Jahre 
2021 und 2022 angepasst, um erste chronologi-
sche Aussagen zu ermöglichen und zukünftig jähr-
lich Aussagen über die Entwicklung der Versiege-
lung treffen zu können. 

 

https://www.buergerschaft-hh.de/parldok/dokument/69129/einzelplan_6_2_behoerde_fuer_umwelt_und_energie_stellungnahme_des_senats_zu_dem_ersuchen_der_buergerschaft_vom_8_mai_2019_vertrag_fuer_hamburgs_stadtg.pdf
https://www.buergerschaft-hh.de/parldok/dokument/69129/einzelplan_6_2_behoerde_fuer_umwelt_und_energie_stellungnahme_des_senats_zu_dem_ersuchen_der_buergerschaft_vom_8_mai_2019_vertrag_fuer_hamburgs_stadtg.pdf
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Ausgangslage

Im „Vertrag für Hamburgs Stadtgrün“ vom 
24.04.2019 wurde vereinbart, die Versiegelung 
des Bodens in Hamburg über die Jahre zuverlässig 
abzubilden, vergleichbar zu machen und zu doku-
mentieren. Gem. IV Nr. 18 b aus diesem Vertrag soll 
auf Basis satellitengestützter Datenerfassung der 
Sachstand und die Veränderungen der Bodenversie-
gelung im Rahmen eines Monitorings erstmals am 
30.06.2024 und dann alle 5 Jahre vorgelegt werden. 

Bisher wird die Versiegelung in Hamburg auf Grund-
lage der Hamburger Biotopkartierung im Abstand 
von mehreren Jahren ermittelt. Anhand der dort 
für ganz Hamburg erfassten Biotoptypen kann der 
Versiegelungsgrad geschätzt werden. Zum Beispiel 
wird für das Biotop „Einzel und Reihenhausbebau-
ung“ eine Versiegelung von 30 bis 40 % angenom-
men. Veränderungen über die Jahre resultierten vor 
allem auf einer neuen Zuordnung von Flächen sowie 
einer Erweiterung der Biotoptypen und waren für 
Aussagen zur präzisen Versiegelungsentwicklung 
nicht geeignet. Die Biotopkartierung wird zudem 
nur im circa fünfjährigen Abstand aktualisiert. 
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Fernerkundungsgestütztes Verfahren

Ziel des neu aufzubauenden Versiegelungsmonito-
rings ist es, den Anteil der versiegelten Flächen in 
Hamburg aktueller und zeitlich genauer abbilden zu 
können. Das Versiegelungsmonitoring soll dabei auf 
Fernerkundungsdaten basieren, aus denen die Bo-
denbedeckung und damit die Versiegelung abgelei-
tet werden kann. Fernerkundungsdaten können da-
bei zeitlich hochaufgelöste Satellitenbilder, räumlich 
hochaufgelöste Luftbilder (Orthofotos) oder digita-
le Oberflächenmodelle sein. Der Prozess des Auf-
baus eines Versiegelungsmonitorings besteht dar-
in, einen möglichst homogenen Eingangsdatensatz 
einem trainierten Klassifikationsmodell zuzuführen, 
das daraus die Bodenbedeckung für ganz Hamburg 
vorhersagt. Im Idealfall sollte es damit möglich sein, 
die Zu- oder Abnahme unversiegelter Flächen über 
die Zeit für beliebige Bezugsflächen präzise zu er-
fassen.

Ein besonderes Problem bei der Anwendung von 
Klassifikationsverfahren zur Ableitung der Versiege-
lung aus Fernerkundungsdaten in Hamburg stellt die 
Kleinräumigkeit im städtischen Bereich dar. Unver-
siegelte Bereiche liegen häufig in Form von kleinen 
„Inseln“ vor. Darüber hinaus können Bereiche zum 
Zeitpunkt der Bildaufnahme verdeckt oder durch 
Schattenwurf nicht erkennbar sein. Für eine klein-
räumige Ableitung der Versiegelung aus Fernerkun-
dungsdaten sind daher sowohl die Eingangsdaten 
als auch das verwendete Modell entscheidend. 

Methodik
Die fortschreitenden technischen Möglichkeiten 
sowie die Verfügbarkeit von mehr und höher auf-
gelösten Fernerkundungsdaten ermöglichen es, die 
Versiegelung für die Freie und Hansestadt Ham-
burg in einer besseren räumlichen und zeitlichen 
Auflösung darzustellen. Besonders rechenintensive 
Verfahren zur Ableitung der Bodenbedeckung aus 
Fernerkundungsdaten, sei es durch Support Vector 
Machine Klassifikation (Hu et al. 2021), Random 
Forest Modelle (Cai et al., 2019) oder den Einsatz 
von Deep Learning (Li et al., 2022), können mittler-
weile problemlos auch für große Gebiete eingesetzt 
werden. Grundsätzlich wird bei fernerkundungsba-
sierten Verfahren zwischen pixelbasierten und ob-
jektbasierten Ansätzen unterschieden. Pixelbasierte 
Ansätze betrachten die spektralen Eigenschaften 
jedes einzelnen Pixels eines Bildes mit möglichst 
ähnlichen Eigenschaften um diese einer Klasse zu-
zuordnen. Objektbasierte Ansätze hingegen teilen 

Bilder in Klassen ein und klassifizieren Pixel auch 
anhand der spektralen Eigenschaften benachbar-
ter Pixel. Objektbasierte Klassifikationsansätze sind 
deutlich rechenintensiver, dafür aber besser in der 
Lage, mehrdeutige Bodenbedeckungsklassen, wie 
niedrige Vegetation oder offenen Boden zu erken-
nen und liefern im Allgemeinen bessere Ergebnisse 
(Wu et al., 2017). 

Ansatz für das Monitoring
Um versiegelte Flächen aus Fernerkundungsdaten 
automatisiert erkennen zu können, stellen die ob-
jektbasierten Verfahren der semantischen Segmen-
tierung die vielversprechendste Methode dar. Bei 
diesen Verfahren werden visuelle Informationen in 
Form von Bildpixeln durch einen Algorithmus vorde-
finierten Klassen zugeordnet. Diese erlauben dann 
Rückschlüsse auf die Versiegelung. Eine Klasse 
können z. B. Gebäude sein, die als Form der Boden-
bedeckung eine versiegelte Fläche darstellen. Ver-
einfacht gesagt werden bei diesen Verfahren Filter 
über ein Bild, die es ermöglichen, Zusammenhänge 
zwischen Pixeln gleicher Klassen anhand spektraler 
Eigenschaften sowie gemeinsamer Strukturen zu er-
kennen. Hierbei kommen rechenintensive, KI-basier-
te Deep Learning Modelle zum Einsatz, die bereits 
häufig für Fragestellungen der Versiegelung einge-
setzt wurden (Zhang et al. 2020, Scott et al., 2017, 
Audebert, et al., 2019). Grundsätzlich handelt es 
sich bei Deep Learning um Verfahren des maschinel-
len Lernens, bei denen große Datensätze durch den 
Aufbau eines neuronalen Netzes analysiert werden. 
Je nachdem welche Klassen durch den Trainingsda-
tensatz vorgegeben werden, ist das Modell in der 
Lage, diese Klassen aus den Eingangsdaten abzulei-
ten. Bei der Auswahl der Klassen ist dabei eine Ab-
wägung zu treffen, um die tatsächliche Bodenbede-
ckung und damit die Versiegelung gut abzudecken, 
gleichzeitig aber soweit zusammenzufassen, ohne 
die Stabilität des Modells zu gefährden. 

Das Training eines solchen Modells, das sogenannte 
überwachte Lernen, setzt einen Trainingsdatensatz 
von Paaren aus Eingangs- und Ausgangsdatensatz 
voraus. Während des Trainings lernt das Modell 
selbstständig, Merkmale zu extrahieren und mit den 
Eingangsdaten zu korrelieren.

Um aus den Modellergebnissen ein Monitoring 
aufzusetzen, muss ein chronologischer Datensatz 
mit möglichst konstanter Qualität zur Verfügung 
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stehen. Damit kann die Versiegelung für beliebige 
Auflösungen räumlich detailliert dargestellt und 
über die Jahre verglichen werden. 

Eingabedaten
Obwohl sich die Bodenbedeckungsklassen grund-
sätzlich nicht überregional unterscheiden und für 
verschiedene Gebiete und Fernerkundungsdaten 
ähnliche (spektrale) Eigenschaften aufweisen, ist 
die Genauigkeit eines Modells in den meisten Fäl-
len für das angepasste Gebiet am höchsten. Dies 
äußert sich in einer Abnahme der Genauigkeit vor-
trainierter Modelle für andere Gebiete, die mehr als 
10  % betragen kann (Wittich, 2021). Zudem ver-
fügen nur wenige Kommunen über ein jährlich er-
fasstes, bildbasiertes Oberflächenmodell (bDOM), 
so dass dieses in vortrainierten Modellen oft nicht 
berücksichtigt wird. Wird dieses verwendet, kann 
es die Genauigkeit eines Modells um mehr als 3 % 
verbessern (Yang et al., 2018). Schließlich sind vie-
le vortrainierte Modelle nicht frei verfügbar. Dies 
erschwert die Anwendung eines bereits trainierten 
Modells für Hamburg. 

Daher wurde die Entscheidung getroffen, ein Modell 
für Hamburg mit eigenen Daten zu trainieren. Dabei 
spielen sowohl die verwendeten Fernerkundungsda-
ten als auch die Trainingsflächen eine entscheiden-
de Rolle. In einer ersten Analyse wurden daher die 
verfügbaren Daten hinsichtlich ihrer Verwendbarkeit 
bewertet. 

Für Hamburg stellt der Landesbetrieb Geoinforma-
tion und Vermessung (LGV) seit 2010 regelmäßig 
Luftbilder aus dem Frühjahr in den drei RGB-Farbka-
nälen mit einer Auflösung von 10 cm zur Verfügung. 
Seit 2018 gibt es diese mit einer Auflösung von 5 
cm und einem zusätzlichen Infrarotkanal (RGBI) und 
seit 2020 als True Orthofotos (TrueDOP RGBI) die 
in jedem Punkt entzerrt und somit grundrisstreu 
sind. Die als TrueDOP erfassten Luftbilder haben 
den Vorteil, dass sie keine Objektverkippungen auf-
weisen. Dadurch wird die Entstehung von sichtto-
ten Räumen stark reduziert. Da die Aufnahmen im 
Frühjahr gemacht werden, ist die Vegetation noch 
nicht belaubt, so dass die darunter liegende Boden-
bedeckung nicht verdeckt wird. Zusätzlich steht ein 
bDOM mit gleicher Auflösung zur Verfügung.

Seit 2014 gibt es auch frei verfügbare Satelliten-
bilder der Sentinel Satelliten der ESA Copernicus 
Mission. Die Aufnahmen der Sentinel-2-Satelliten 
erfolgen im Multispektralbereich, welche sich auf 12 

Spektralkanäle verteilen und u.a. den Bereich des 
sichtbaren Lichts (VIS) und den Infrarotbereich (IR) 
abdecken. Diese Aufnahmen sind frei verfügbar, mit 
mehreren Aufnahmen pro Monat und einer Auflö-
sung von bis zu 10 m. Wolkenfreie Kompositbilder 
können einmal pro Monat abgerufen werden. 

Erste Tests haben gezeigt, dass die alleinige Verwen-
dung der frei verfügbaren, zeitlich hochaufgelösten 
Satellitenbilder aufgrund der räumlichen Auflösung 
von 10 m keine zufriedenstellenden Ergebnisse für 
das Versiegelungsmonitoring im urbanen Bereich 
liefert. Insbesondere kleinere unversiegelte Flächen 
im innerstädtischen Bereich können mit dieser Auf-
lösung nicht abgebildet werden. Die Wahl der Fern-
erkundungsdaten für das zu trainierende Modell fiel 
daher auf die jährlich vom LGV zur Verfügung ge-
stellten RGBI-Orthophotos der Frühjahrsbefliegung 
mit einer Auflösung von 10 cm. Da sich der Anteil 
sichttoter Räume auf den Orthofotos durch Verkip-
pungseffekte deutlich bemerkbar macht, beschränk-
te sich die Verwendung ausschließlich auf TrueDOP 
Orthofotos. Zusätzlich wurden die bDOM-Daten 
mit einer Auflösung von 10 cm verwendet. Da die-
se Kombination von Fernerkundungsdaten ab 2020 
jährlich zur Verfügung steht, kann im Ergebnis eine 
jährliche Zeitreihe für Hamburg erstellt werden. 

Um ein Modell auf Basis dieser Fernerkundungs-
daten zu trainieren, wird für das überwachte Ler-
nen ein Datensatz mit vorgegebenen Bodenbede-
ckungsklassen benötigt. Die Verwendung von Daten 
des Liegenschaftskatasters (ALKIS) zum Training 
des Modells wurde erwogen, aber nicht umgesetzt. 
Die Gebäude sind dort zwar genau abgegrenzt, es 
wird aber nicht kleinräumig zwischen versiegelten 
Flächen und Grünflächen unterschieden, was die 
Vorhersagefähigkeit des Modells stark beeinflusst. 
Aus diesem Grund wurde eine genaue manuel-
le Erfassung der Bodenbedeckung mit Hilfe eines 
Geoinformationssystems über eine Fläche von ins-
gesamt 8 km² in Auftrag gegeben. Diese Daten für 
das Modelltraining werden als Ground-Truth-Daten 
bezeichnet, da sie die Bodenbedeckung so wieder-
geben, wie sie später vom Modell aus den Eingangs-
daten vorhergesagt werden soll.

Die Auswahl der Gebiete erfolgte unter Berücksich-
tigung einer möglichst großen Bandbreite der in 
Hamburg vorkommenden Bodenbedeckungen und 
umfasst sowohl den innerstädtischen Bereich als 
auch Einfamilienhausgebiete, Industriegebiete und 
ländliche Gebiete (Abbildung 1). 
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Für jede Fläche innerhalb dieser Gebiete wurde eine 
Bodenbedeckungsklasse festgelegt. Da nicht alle 
möglichen Bodenbedeckungen berücksichtigt wer-
den können, erfolgte eine Festlegung auf 6 Klassen. 
Die Auswahl der Klassen orientierte sich einerseits 
an ihrem Einfluss auf die Versiegelungsbetrachtung 
und ihrer Häufigkeit, andererseits erfolgte eine Un-
terscheidung in Anlehnung an die gängige Klassen
einteilung in Studien zur semantischen Segmentie-
rung. Im Hinblick auf die Versiegelungsbetrachtung 
erfolgte eine Einteilung der Klassen in folgende Ka-
tegorien: 

Tabelle 1: Versiegelungseinteilung der Bodenbedeckungs-
klassen

Kategorie Klasse

Versiegelt Versiegelte Oberflächen 
Gebäude

Unversiegelt Niedrige Vegetation

Hohe Vegetation

Gewässer

Offener Boden

Abbildung 1: Lage der manuell digitalisierten Flächen mit hinterlegtem Luftbild von 2020 in 20 cm Auflösung (Freie und 
Hansestadt Hamburg, Landesbetrieb Geoinformation und Vermessung). Jedes der 8 Gebiete umfasst eine Fläche von 1 km².
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Bodenbedeckungen die keiner dieser Klassen ein-
deutig zugeordnet werden konnten und somit die 
Vorhersagefähigkeit eines Modells erschweren, 
wurden für das Modelltraining nicht berücksich-
tigt. Für diese erfolgte eine Klassifizierung als „ig-
noriert“. Darunter fallen z. B. nicht zu erkennende 
Bodenbedeckungen aufgrund sichttoter Räume, 
aber auch Sonderfälle wie Abraumhalden in Indus-
triegebieten, Sportplätze und Baustellen. Unter 
„versiegelte Oberflächen“ fallen sämtliche Straßen, 
sowie gepflasterte, geteerte und betonierte Flächen 
sowie Kopfsteinpflaster und Gleisanlagen. Unter 
„Gebäude“ fallen neben Wohn- und Bürogebäuden 
z.  B. auch Fabrikgebäude und Gartenhäuser. Die 
Vornahme einer Unterteilung in niedrige und hohe 
Vegetation erfolgte vor allem aufgrund der spekt-
ralen Unterschiede, die eine gute Differenzierung 
ermöglichen. Zur „hohen Vegetation“ zählen neben 
Einzelbäumen und Waldflächen auch Büsche und 
Sträucher. Niedrige Vegetation umfasst vor allem 
Rasen, Wiesen sowie niedrige Ackerkulturen. Offe-
ner Boden umfasst in der Regel Sand- und Wattflä-
chen sowie vegetationslose Ackerflächen. Die Kate-
gorie „Gewässer“ umfasst neben Flüssen und Seen 
auch Bäche und kleinere Teiche. 

Für das gesamte Trainingsgebiet ergibt sich die in 
Abbildung 2 dargestellte klassenspezifische Häufig-
keitsverteilung. Deutlich erkennbar ist die inhomo-
gene Klassenverteilung, da einige Klassen seltener 
vertreten sind. Dies ist insbesondere für den Trai-
ningsprozess sowie für die spätere Interpretation 
der statistischen Kennwerte des Modells von Be-
deutung. Ignorierte Flächen wurden beim Training 
des Modells nicht berücksichtigt, haben aber mit 
6,5 % einen relativ hohen Anteil an der Gesamtflä-
che. Für die abschließende flächenhafte Erstellung 
einer Versiegelungskarte erfolgte eine Zuordnung 
dieser Flächen zu einer der anderen Klassen.

Das Training des Modells erfolgte mit insgesamt 
80 % der digitalisierten Flächen, während 10 % zur 
Validierung und 10 % als Testdatensatz dienten. Die 
Aufteilung erfolgte für jedes Gebiet zufällig. Diese 
Art der Verteilung ist wichtig, da Modelle, die auf 
neuronalen Netzen basieren sehr gut darin sind, die 
Bodenbedeckung aus den Eingangsdaten perfekt 
abzubilden, dabei aber immer schlechter darin wer-
den unbekannte Flächen korrekt zu klassifizieren 
(sogenanntes Overfitting). 

Abbildung 2: Prozentualer Flächenanteil der einzelnen Bodenbedeckungsklassen im digitalisierten Gebiet. 
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Modellarchitektur
Für die semantische Segmentierung werden häufig 
konvolutionale neuronale Netze (Convolutional Neu-
ral Networks) verwendet. Diese sind für die Verar-
beitung von strukturierten Datenreihen, wie sie z. B. 
bei Bildern vorliegen, konzipiert. Dabei werden vor 
allem Matrixmultiplikationen eingesetzt, um durch 
mehrere miteinander verbundene Faltungsschichten 
oder Poolingschichten Muster in Bildern zu erken-
nen und diese dadurch zu klassifizieren. 

Das dem Versiegelungsmonitoring zugrunde lie-
gende Modell ist die UNet-Struktur (Abbildung 3), 
da sich diese als die leistungsfähigste Struktur für 
die Ableitung von Bodenbedeckungen erwiesen hat. 
Als Modellanpassung wurde die Xception Archi-
tektur (Chollet, 2017) verwendet. Die Verwendung 
der Xception Architektur stellt einen Austausch der 
Kodierungsblöcke des UNet durch Xception Blöcke 
dar und konnte bereits hohe Genauigkeiten für die 
Bodenbedeckungsklassifikation bei einer starken 
Reduktion der Trainingszeit erzielen (Wittich, 2021). 

Die Erstellung des Modells sowie sämtliche Be-
arbeitungsschritte von der Vorprozessierung bis 

zur Erstellung der finalen Versiegelungskarte wur-
den mit der Programmiersprache Python (Version 
3.9.15) durchgeführt. Die Python-Skripte zur Mo-
dellerstellung sowie zur Vorprozessierung basieren 
auf Wittich und Rottensteiner (2020) und wurden 
von diesen auf dem Online-Dienst GitHub veröf-
fentlicht (github.com, 04.2023). 

Vorprozessierung 
Um als Eingangsdatensatz verwendet werden zu 
können, müssen die Fernerkundungsdaten (RGBI 
und bDOM) sowie die klassifizierten Flächen in einer 
bestimmten Form vorliegen. Grundsätzlich verar-
beiten konvolutionale neuronale Netze so genannte 
Patches, die aus einem Satz von Rasterdaten glei-
cher Auflösung bestehen. Ein Patch bezeichnet da-
bei einen kleinen Bildausschnitt aus dem gesamten 
Trainingsgebiet, bestehend aus Fernerkundungsda-
ten (RGBI und bDOM) sowie den dazu generierten 
Trainingsdaten (Ground-Truth-Daten). Zur Erstel-
lung der Patches wurden die in 5 cm Auflösung vor-
liegenden RGBI- und bDOM-Daten für die Bereiche 
des Trainingsgebietes zunächst durch Anwendung 
eines Lanczos-Filters auf 10 cm hochskaliert. An-
schließend erfolgte die Zusammenfassung von RGBI 

Abbildung 3: UNet Modellstruktur (Ronneberger et. al, 2015)
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und bDOM zu einem RGBIH (RGBI inklusive bDOM) 
mit 5 Kanälen. Alle Werte des RGBIH wurden durch 
eine Z-Score Normalisierung transformiert. Dadurch 
ist der Mittelwert für jeden Bildkanal gleich 0 und 
die Standardabweichung gleich 1. Dadurch werden 
unterschiedliche Skalierungen der Eingabedaten 
ausgeglichen, was sich positiv auf die Stabilität des 
Modells auswirkt. 

Die als Vektordatensatz vorliegende digitalisierte 
Bodenbedeckung wurde in einen Rasterdatensatz 
mit einer Auflösung von 10 cm umgewandelt. Aus 
dem gesamten Eingangsdatensatz wurden Patches 
mit einer Auflösung von 256 x 256 Pixel gebildet 
und gespeichert. Bei einer Pixelgröße von 10 cm 
entspricht dies einer räumlichen Auflösung von 25,6 
x 25,6 m pro Patch. 

Training
Für das Training eines Modells ist die Konfiguration 
der Hyperparameter von entscheidender Bedeutung. 
Unter Hyperparametern versteht man definierbare 
Größen, die zur Konfiguration des Modells verwen-
det werden. Sie unterscheiden sich von den Parame-
tern, die ein Modell während des Trainings aus den 
Trainingsdaten lernt, und müssen vorab definiert 
werden. Die Grundeinstellungen dieser Hyperpara-
meter wurden von Wittich (2020) übernommen, da 
die Klassifikation unter ähnlichen Voraussetzungen 
durchgeführt wurde. Die Auswahl der endgültigen 
Parameter (Tabelle 2) erfolgte durch einen Test mit 
verschiedenen Kombinationen.

Tabelle 2: Verwendete Hyperparameter

Hyperparameter Wert

Learning rate 0,01

Momentum 0,9

Batch Size 8

Learning rate decay 1

Adaptive Cross Entropy Power 4

Focal Loss Gamma 1

Weight Decay 0,00001

Im eigentlichen Trainingsprozess werden 8 zufällig 
ausgewählte Patches mit der vorgegebenen Auflö-
sung von 256 x 256 Pixel an das Modell übergeben. 
Wenn alle Patches an das Modell übergeben wurden, 
ist eine Epoche abgeschlossen. Die Länge des Trai-
nings wird also durch die Anzahl der vordefinierten 

Epochen bestimmt. Während des Trainings werden 
die Eingabedaten durch die Parameter verarbeitet. 
Am Ende weist das Modell jedem Pixel eine Klasse 
zu, die auf der größten Wahrscheinlichkeit basiert. 

Die prozentuale Abweichung zwischen der vorher-
gesagten und der tatsächlichen Klassenwahrschein-
lichkeit jedes Pixels ist der Ausgangspunkt, um den 
Verlust über eine Funktion zu berechnen. Ziel des 
Modells ist es, diesen Wert während des Trainings 
durch Anpassung der Parameter zu minimieren 
und damit die Vorhersagefähigkeit zu verbessern. 
Während des Trainings wurde ein klassengewichte-
ter Cross-Entropy-Verlust in Anlehnung an Wittich 
(2021) verwendet. Bei diesem Verfahren wird jeder 
Klasse nach einer Epoche ein neues Gewicht auf Ba-
sis der klassenspezifischen Performance zugewie-
sen. Die Anpassung der Modellparameter anhand 
des berechneten Verlustes erfolgt über den Opti-
mierungsalgorithmus Stochastic Gradient Descent 
(SGD). 

Zusätzlich wird nach jeder Epoche die Gesamtge-
nauigkeit für die Trainings- und Validierungsdaten 
berechnet. Dies ist der prozentuale Anteil der richtig 
zugeordneten Pixel an allen Pixeln. 

Um eine bessere Generalisierbarkeit und Robustheit 
des Modells zu erreichen, wurde jeder Batch des 
übergebenen Trainingsdatensatzes zufällig augmen-
tiert. Bei der angewandten geometrischen Augmen-
tierung handelt es sich um Spiegelung, Transpositi-
on und Rotation welche mit einer Wahrscheinlichkeit 
von jeweils 50% auf die Patches angewendet wur-
den. Für die radiometrische Augmentierung wurden 
Helligkeit und Kontrast der RGBI Werte um einen 
zufälligen Wert aus einer Normalverteilung mit dem 
Mittelwert 1 und der Standardabweichung 0,1 ver-
ändert. 

Die Trainings- und Validierungsgenauigkeit sowie die 
Verluste während des Trainings sind in Abbildung 4 
dargestellt. Die über die Epochen erkennbare unter-
schiedliche Entwicklung von Trainings- und Validie-
rungsgenauigkeit ist ein typischer Indikator für das 
so genannte Overfitting. Dabei wird das Modell bei 
der Vorhersage der Trainingsdaten immer besser, 
bei der Vorhersage der unbekannten Bereiche kann 
jedoch keine Verbesserung mehr erzielt werden. Das 
Training wird typischerweise gestoppt, wenn für den 
Validierungsdatensatz keine Verbesserung in Bezug 
auf Verlust und Genauigkeit mehr erreicht werden 
kann und diese sich noch nicht zu verschlechtern 
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beginnen. Für das vorliegende Modell wurde das 
Training nach 446 Epochen beendet, da zu diesem 
Zeitpunkt die höchste Genauigkeit für den Validie-
rungsdatensatz erreicht werden konnte, ohne dass 
der Validierungsverlust zugenommen hat. 

Evaluation
Werden Aussagen zum Versiegelungsgrad getrof-
fen, stellt sich die Frage nach der Genauigkeit des 
Modells. Dabei geht es im Wesentlichen um die rich-
tige oder falsche Zuordnung von Bildpixeln zu einer 
Klasse. Grundlage ist die digitalisierte Fläche unter 
der Annahme, dass die dort getroffenen Aussagen 
zur Bodenbedeckung korrekt sind. Daher ist zu-
nächst zu berücksichtigen, dass es zu nicht quanti-
fizierbaren Fehlern kommen kann, wenn Flächen bei 
der Digitalisierung falsch zugeordnet wurden. Die 
eigentlichen Kennwerte zur Beurteilung der Genau-
igkeit ergeben sich dann aus der Konfusionsmatrix 
(Abbildung 5). 

Aus der Konfusionsmatrix lassen sich eine Reihe von 
Kennwerten ableiten, mit denen die Güte des trai-
nierten Modells beurteilt werden kann. Es handelt 
sich dabei für jede Klasse um die Anzahl der richtig 
zugeordneten Pixel, die sogenannten True Positives 
(TPc), die sich aus den Pixeln in der Diagonalen er-
geben. Dementsprechend ergibt sich die Gesamtge-
nauigkeit des Modells aus der Summe dieser Wer-
te im Verhältnis zur Gesamtzahl. Die falsch positiv 
zugeordneten Pixel, die sogenannten false positives 
(FPc), ergeben sich aus allen Pixeln, die durch das 

Modell fälschlicherweise einer Klasse zugeordnet 
wurden (vertikale Werte). Die falsch negativ zuge-
ordneten Pixel (FNc) sind alle Pixel, die fälschlicher-
weise einer anderen Klasse zugeordnet wurden 
(horizontale Werte). Aus diesen Werten wurden für 
jede Klasse die Genauigkeit (1), die Trefferquote (2) 
sowie der F1 Wert (3) berechnet.

Die Genauigkeit gibt für jede Klasse an, wie gut das 
Modell Fehlklassifikationen vermeidet. Ein hoher 
Wert bedeutet, dass das Modell gut in der Lage ist, 
diese Klasse von anderen Klassen zu unterscheiden, 
und dass daher wenige Pixel falsch in diese Klasse 
eingeordnet werden. Die Trefferquote hingegen ist 
ein Maß dafür, wie gut das Modell in der Lage ist, 
alle Pixel einer Klasse zu erkennen. Ein hoher Wert 
bedeutet also, dass das Modell gut darin ist, alle 

Abbildung 4: Verlust- (A) und Genauigkeitsfunktion (B) im Verlauf des Trainings für den Trainings- und Validierungsdatensatz.
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Pixel einer Klasse dieser Klasse korrekt zuzuordnen, 
unabhängig davon, ob Pixel einer anderen Klasse 
dieser Klasse ebenfalls zugeordnet wurden. 

Der F1-Wert ist der harmonische Mittelwert dieser 
beiden Metriken. Durch die Verwendung des harmo-
nischen statt des arithmetischen Mittels wird nur 
dann ein hoher Wert erreicht, wenn Genauigkeit und 
Trefferquote nicht zu stark voneinander abweichen. 

Aus den Ergebnissen lässt sich ableiten, dass häufig 
vorkommende Klassen mit relativ hoher Genauigkeit 
richtig klassifiziert werden (Tabelle 3). Falsche Zu-
ordnungen zwischen hoher Vegetation, Gebäuden 
und versiegelten Flächen sind nachvollziehbar, da 
Bäume häufig versiegelte Flächen überdecken und 
diese dann vom Modell fälschlicherweise als hohe 

Vegetation erkannt werden. Dies ist ein bekanntes 
Problem bei der semantischen Segmentierung von 
Luftbildern und mögliche Lösungsansätze sind noch 
Gegenstand der Forschung.

Abbildung 5: Konfusionsmatrix für den Testdatensatz. Eingetragen ist die Anzahl der Pixel in 1000er Schritten in ihre 
vom Modell bestimmte Klasse (vertikale Achse) gegenüber ihrer tatsächlichen Klasse (horizontale Achse). Die prozentu-
alen Anteile beziehen sich auf den Anteil der Pixel im Verhältnis zur Gesamtzahl der Pixel. Die untere, rechte Box gibt die 
Summe der Diagonalen wieder, also sämtlich korrekte zugeordnete Pixel und ihren Anteil (grüner Wert). 
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Tabelle 3: Klassenbasierte statistische Kennwerte basierend auf dem Testdatensatz. 

 Niedrige 
Vegetation

Hohe 
Vegetation

Gebäude Versiegelte 
Oberfläche

Gewässer Offener 
Boden

Genauigkeit 0,89 0,87 0,97 0,93 0,97 0,81

Trefferquote 0,89 0,87 0,96 0,94 0,94 0,77

F1c 0,89 0,87 0,96 0,93 0,96 0,79

Zusätzlich zu den klassenbasierten Metriken kön-
nen globale Kennwerte für das Modell abgeleitet 
werden. Dies sind zunächst der mittlere F1-Wert 
(F1) sowie die Gesamtgenauigkeit. Die Gesamtge-
nauigkeit gibt den Anteil der richtig zugeordneten 
Pixel aller Klassen an der Gesamtzahl der Pixel an. 
Bei unbalancierten Daten kann eine hohe Gesamt-
genauigkeit erreicht werden, obwohl unterrepräsen-
tierte Gruppen nicht oder nur teilweise erkannt wer-
den. Daher gibt der mittlere F1-Wert einen guten 
Eindruck davon, wie gut das Modell im Durchschnitt 
die vorkommenden Klassen erkennt. Bezogen auf 
die Gesamtfläche ist jedoch die Gesamtgenauigkeit 
ein guter Indikator für die Zuverlässigkeit des Mo-
dells. Mit einer Gesamtgenauigkeit von 91,1 % für 
den Testdatensatz (Tabelle 4) liegen die Modeller-
gebnisse im Rahmen der nach heutigem Stand er-
reichbaren Genauigkeiten.

Tabelle 4: Statistische Kennwerte basierend auf den ver-
schiedenen Datensätzen.

 Training Validierung Test

F1 0,95 0,91 0,90

Genauigkeit 0,95 0,91 0,91

Unter dem Aspekt der Versiegelung ist eine falsche 
Klassenzuordnung unkritisch, sofern sie in die glei-
che Kategorie „versiegelt“ oder „unversiegelt“ fällt. 
Für die reine Versiegelungsbetrachtung wurden da-
her die statistischen Kennwerte hinsichtlich ihrer 
Versiegelungsklassifizierung zusammengefasst (Ta-
belle 5). Es zeigt sich, dass das Modell im Testgebiet 
insgesamt zu ausgeglichenen Fehlklassifikationen 
zwischen den Versiegelungskategorien führt.

Tabelle 5: Statistische Kennwerte des Testdatensatzes in 
Versiegelungskategorien. 

 Unversiegelt Versiegelt

Genauigkeit 0,96 0,97

Trefferquote 0,97 0,96

F1c 0,96 0,96

Dabei ist zu beachten, dass die aus den Modellen 
abgeleitete Klassifizierung der Bodenbedeckung 
immer nur so genau sein kann, wie es die Eingangs-
daten zulassen. Daher wurden zur visuellen Über-
prüfung des trainierten Modells Bereiche klassi-
fiziert, für die keine Digitalisierung vorlag. Dabei 
zeigte sich, dass insbesondere im kleinräumigen 
Bereich gute Ergebnisse bei der Differenzierung der 
einzelnen Klassen erzielt werden konnten. Auffäl-
lig war, dass insbesondere bei großen Flächen, wie 
z. B. Start- und Landebahnen, häufig Fehlklassifika-
tionen innerhalb der Fläche auftraten. Hier wurde 
unter anderem die Klasse „offener Boden“ für den 
asphaltierten Bereich vergeben (Abbildung 6). Dies 
hängt zum einen mit der Größe dieser Objekte zu-
sammen, die vom „Sichtfeld“ des neuronalen Netzes 
nicht vollständig erfasst werden können. Zum ande-
ren stellt insbesondere die Klasse „offener Boden“ 
aufgrund ihrer spektralen Ähnlichkeit mit versie-
gelten Flächen häufig ein Problem bei der Boden-
bedeckungsklassifikation dar. Dies zeigt sich auch 
im umgekehrten Fall, wenn es bei Ackerflächen mit 
offenem Boden zu Fehlklassifizierungen als „versie-
gelte Fläche“ oder „Gebäude“ kommt (Abbildung 7).
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Sportplätze wurden bei der Digitalisierung nicht be-
rücksichtigt, da sie unterschiedliche Beläge aufwei-
sen und sich in ihrer Struktur stark von den ande-
ren Bodenbedeckungsklassen unterscheiden. Daher 
kommt es bei Sportplätzen häufig zu unterschied-
lichen Zuordnungen zu den bestehenden Klassen 
(Abbildung 8). Auch bei versiegelten Flächen, auf 
denen bereits Vegetation vorhanden ist, kommt 
es häufig zu Fehlklassifizierungen. Hier kann es zu 
Einstufungen in die Bereiche „niedrige Vegetation“ 
oder „offener Boden“ kommen (Abbildung 9).

 

Insgesamt ist daher zu berücksichtigen, dass sich 
die ermittelten statistischen Kennwerte auf die 
Testgebiete innerhalb der digitalisierten Flächen be-
ziehen. Insbesondere für Bereiche bzw. Strukturen, 
die bei der manuellen Digitalisierung nicht erfasst 
wurden und für Flächen, die beim Training nicht 
berücksichtigt wurden, muss von einer reduzierten 
Modellgenauigkeit ausgegangen werden. 

Abbildung 6: Klassifikations-
ergebnis „offener Boden“ 
auf versiegelter Landebahn.

Abbildung 7: Klassifizierte 
„Gebäude“ und „versiegelte 
Oberfläche“ auf offenem 
Boden.

Abbildung 8: Klassifika-
tionsergebnis auf einem 
Kunstrasenplatz.

Abbildung 9: Versiegelte 
Oberfläche mit Bewuchs 
auf Flugfeld, klassifiziert als 
„offener Boden“.
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Postprozessierung
Die Erstellung der Bodenbedeckung erfolgte durch 
Vorhersage für alle Paare aus RGBI und bDOM und 
anschließender Überführung der georeferenzierten 
Ausschnitte in ein Vektordatenformat. Um Fehl-
klassifikationen an den Rändern der einzelnen Bild-
ausschnitte zu reduzieren und ein gleichmäßigeres 
Gesamtbild zu erzeugen, wurde für die Vorhersa-
ge der einzelnen Bildkacheln die Smoothly-Blend-
Image-Patches Softwareimplementierung von Che-
valier (2017) mit einer 50%-igen Überlappung der 
Bildausschnitte verwendet und zusätzlich für jedes 
Bildpaar ein Bereich von 128 Pixeln aus angrenzen-
den Bildern hinzugefügt. Hierbei wird jeder Bildaus-
schnitt mehrfach gedreht und gespiegelt und jede 
Variante separat durch das Modell klassifiziert, be-
vor eine endgültige Klassifizierung anhand der Sum-
menwahrscheinlichkeit erfolgt. 

Innerhalb der Gewässer traten häufig kleinere Fehl-
klassifizierungen aufgrund fehlerhafter bDOM-Wer-
te auf. Solche „Inseln“ wurden mit Hilfe eines 
Algorithmus identifiziert und durch die Klasse „Ge-
wässer“ ersetzt. Dies geschah unter der Annahme, 
dass innerhalb der Gewässer keine anderen Klassen 
vorkommen. 

Die in Polygone umgewandelten Rasterdaten wur-
den mit dem Visvalingam-Whyatt-Algorithmus mit 
einer Toleranz von 0,3 m geglättet, um ein weicheres 
Gesamtbild zu erhalten und die Größe der erzeug-
ten Dateien zu reduzieren. Schließlich wurden alle 
Flächen, die eine Fläche kleiner als 2 m² (Gebäude, 
versiegelte Flächen, Gewässer und offener Boden) 
oder kleiner als 1 m² (niedrige und hohe Vegetation) 
aufwiesen, durch die Klasse ersetzt, mit der sie die 
längste gemeinsame Grenze haben (Abbildung 10). 

Abbildung 10: Modellergebnis mit Bodenbedeckungsflächen (links), sowie die geglättete Version nach Entfernung klei-
ner Flächen (rechts).
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Ergebnis

Mit der vorgestellten Methodik wurde für Hamburg 
zunächst eine Karte der Bodenbedeckung für das 
Jahr 2020 erstellt (Abbildung 11). In einem nächs-
ten Schritt wurden Raster mit einer Auflösung von 
10, 20 und 50 m erstellt. Die Zusammenfassung 
der Bodenbedeckungsklassen in die Kategorien 
„versiegelt“ und „unversiegelt“ für jede Rasterzelle 
resultiert in der Versiegelungskarte, welche in drei 
verschiedenen Auflösungen dargestellt wird. Die 
Versiegelungskarte mit einer Auflösung von 50 Me-
tern ist in Abbildung 12 dargestellt.

Abbildung 11: Bodenbedeckungskarte Hamburg 2020

 

Hohe Vegetation

Niedrige Vegetation

Gebäude

Versiegelte Oberfläche

Gewässer

Offener Boden
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Abbildung 12: Versiegelungskarte Hamburg 2020 in einer Auflösung von 50 m.
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Für das gesamte Gebiet der Freien und Hansestadt 
Hamburg ergibt sich die in Abbildung 13 dargestell-
te Verteilung der Bodenbedeckung. Der mit dem 
Modell berechnete Versiegelungsgrad für das Jahr 
2020 beträgt 31,0 % . Aufgrund der detaillierten Er-
fassung der Bodenbedeckung sind Aussagen über 
den Versiegelungsanteil für beliebige Bezugsgrößen 
möglich

 

Abbildung 13: Anteil der unterschiedlichen Bodenbedeckungsklassen am gesamten Gebiet der Freien und Hansestadt 
Hamburg für 2020.
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Vergleich mit der biotoptypbasierten Versiegelungskarte von 2021 

Die letzte Berechnung des Anteils der versiegelten 
Fläche in Hamburg auf Grundlage der Biotopkartie-
rung von 2018 erfolgte 2021. Dabei wurde für Ham-
burg ein Versiegelungswert von 39 % ermittelt. Die-
ser ist um 8 % höher als der mit der neuen Methodik 
ermittelte Wert. Um die Abweichungen einordnen 
zu können, wurden die den Biotoptypen zugeordne-
ten Versiegelungsflächen mit den Ergebnissen der 
neuen Methodik für die 10 häufigsten Biotoptypen 
verglichen, die bereits eine Gesamtfläche von ca. 
40 % abdecken. Obwohl sich die Bezugsjahre unter-
scheiden, ist davon auszugehen, dass sich die Bio-
toptypen nicht wesentlich verändert haben. 

Bei fünf Biotoptypen führte die neue Methodik zu 
einer um eine Klasse niedrigeren Einstufung, bei der 
Klasse „Gemeinbedarfsbebauung“ zu einer um zwei 
Klassen niedrigeren Einstufung, bei vier Biotopty-
pen blieb die Einstufung gleich (Tabelle 6). Daraus 
ergibt sich, dass die Abweichungen vor allem auf 
eine höhere Einordnung der Versiegelung in bebau-
ten Gebieten zurückzuführen sind. 

Tabelle 6: Gegenüberstellung der Versiegelungsklassen für die 10 größten Biotopflächen. Die Einordnung anhand der 
neuen Methodik erfolgte durch eine Zusammenfassung für die jeweiligen Biotopflächen und entsprechender Zuordnung 
zu den Versiegelungsklassen der Biotopkartierungsbasierten Versiegelungskarte. 

Biotoptyp Anteil an der 
Gesamtfläche (%)

Versiegelungsklasse 

Biotopkartierung              Neue Methodik

Verdichtete Einzelhausbebauung 10,7 6 5

Gewerbefläche 4,8 9 9

Neue Zeilenbebauung 4,8 7 6

Lehm- und Tonacker 4,0 1 0

Artenarmes, beweidetes Grünland 

mittlerer Standorte
2,9 1 1

Lockere Einzelhausbebauung 2,8 5 4

Artenarmes gemähtes Grünland 

mittlerer Standorte
2,7 1 1

Gemeinbedarfsbebauung 2,7 8 6

Sonstiges mesophiles Grünland 2,4 1 1

Industriefläche 2,2 9 8
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Ausblick für das Monitoring

Das trainierte Modell benötigt für eine zuverlässige 
Prognose im Rahmen eines Monitorings einen kon-
stanten Eingangsdatensatz aus RGBI sowie bDOM. 
Dieser liegt (Stand 06/2024) für die Jahre 2020 bis 
2022 vor. Im Jahr 2023 konnte keine Befliegung 
durchgeführt werden, so dass für dieses Jahr kei-
ne Bodenbedeckung abgeleitet werden kann. Für 
das Jahr 2024 konnte eine Befliegung durchgeführt 
werden, allerdings erst im Mai. Daher handelt es 
sich bei den Luftbildern um Aufnahmen im belaub-
ten Zustand, die sich deutlich von den unbelaubten 
Aufnahmen der Jahre 2020 bis 2022 unterschei-
den. Inwieweit ein Vergleich mit Luftbildern aus 
diesem Jahr sinnvoll ist, wird geprüft. Um generell 

die Schwankung der Bildwerte zwischen den einzel-
nen Jahren abzufangen, wird für die Jahre 2021 und 
2022 eine Fläche von 1 km² des Trainingsgebietes 
erneut digitalisiert und als zusätzlicher Trainingsda-
tensatz verwendet. Ziel ist es, ein Modell zur Ver-
fügung zu haben, das die jahreszeitlichen Schwan-
kungen der Eingangsdaten berücksichtigt und ohne 
erneutes Nachtrainieren für jedes Jahr angewendet 
werden kann, um die Versiegelungsentwicklung ab 
2020 zuverlässig abbilden zu können. 
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